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Resumen

La musica ayuda a crear una identidad cultural a cada persona y su aporte en cada cultura genera cualidades
artisticas en cada region geografica. En la actualidad, el desarrollo de la tecnologia ha ayudado a tener una
evolucion constante de cdmo se crea la musica digital. Esta evolucion ha permitido una mayor accesibilidad
a diferentes contenidos de archivos musicales ademas presenta un campo emergente con nueva informacion,
caracteristicas distintivas y con ello nuevas problematicas a resolver. La Identificaciéon de Instrumentos
Musicales ha despertado el interés de los investigadores en los campos de la inteligencia artificial y analisis
de sefiales. En este trabajo, se propone un modelo de identificacién de instrumentos musicales, utilizando el
conjunto de audios Sound Samples, desarrollado por Philharmonia Orchestra (s. f.), mediante el uso de las
técnicas de Aprendizaje de Maquina, como el Perceptron Multicapa (MLP por sus siglas en inglés, Multi-layer
Perceptron). Estas mismas seran utilizadas para el entrenamiento y posteriormente la evaluacion del sistema
mediante métricas como la Precision, Exactitud, F1 score y Recall, contribuyendo al conocimiento en
Inteligencia Artificial.

Palabras clave: Aprendizaje de Maquina (ML), Perceptrén Multicapa (MLP), Maquinas de Soporte Vectorial (SVM),
Vecinos mas Cercanos (KNN).

Introduccion

A lo largo de la historia, se muestra una importante relacién en la expresion artistica del ser humano y la
musica. El gran valor cultural y su relacién con nuevas areas de investigacion en la musica, han tomado mas
importancia en los ultimos afios, relacionandose con nuevos desafios tecnolégicos. Entre estos desafios
podemos encontrar el concepto musical de digitalizaciéon y el uso de plataformas digitales que necesitan
procesar un gran volumen de informacion

En este momento, los profesionales del area de la musica tienen un gran desafio debido al crecimiento de
datos disponibles en este campo y a causa de la complejidad de la organizacién de los mismos. Es necesario
el desarrollo de una herramienta innovadora de analisis automatico de datos que contenga un enfoque
multidisciplinario. Que busque superar los desafios de gestion de los datos y aprovechar las oportunidades
proporcionadas por el entorno digital actual.

La tarea de los sistemas de Recuperacion de Informacion Musical (MIR, por sus siglas en inglés, Music
Information Retrieval systems) se define como el area encargada del andlisis de la estructura y extracciéon de
la informacién necesaria de una sefial de audio como lo plantea (Lucena et al., 2020). Algunas de las tareas
principales de los sistemas MIR se centran en funciones como identificacion de artistas, clasificacion de
géneros, clasificacion de estados de animo, notacién musical y la identificacion de Instrumentos Musicales.
Estas tareas nos permiten obtener informacién musical de las sefiales de audio.
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Estado del arte

Los sistemas de aprendizaje automatico han demostrado tener éxito en tareas de identificacion de
instrumentos, como demuestran los estudios presentados en esta seccion.

Una de las ventajas en el aprendizaje de maquina (Machine Learning), es el andlisis especifico donde los
métodos necesitan un menor poder computacional y lo que permite reconocer los atributos de las sefiales de
audio de las herramientas musicales de una forma 6ptima.

Ahora, considerando las técnicas de aprendizaje de maquina (Machine Learning), es importante destacar que
los siguientes estudios se centran en el conjunto de datos Philharmonia Orchestra (s. f.). Las técnicas de
aprendizaje de maquina (Machine Learning) son computacionalmente factibles debido a limitaciones de
hardware o datos, que permiten trabajar sin la necesidad de contar con un hardware computacional muy
exigente.

Figura 1. Orquesta Philharmonia grabando en los estudios AIR.
Fuente: Fotografia por M. Vidor, 2020, Philharmonia Orchestra (https://philharmonia-assets.s3.eu-west-
1.amazonaws.com/uploads/2020/02/05110834/Philharmonia_Air-Studios_screen-shot_3_credit-Marina-Vidor_medium-res-960x561.jpg).

(Toghiani-Rizi y Windmark, 2017), utilizaron una red neuronal artificial (RNA) entrenada con muestras de
audio transformadas al dominio de la frecuencia. Para verificar el potencial informativo de los datos
proporcionados, los autores experimentaron con un conjunto de caracteristicas tanto del dominio temporal
como del dominio de la frecuencia. Sus resultados experimentales registraron una precision del 93,5 %, lo
que verifica que la RNA puede reconocer patrones de audio complejos cuando se utilizan diferentes
caracteristicas.

(Uruthiran y Ranathunga, 2019), derivaron muchas caracteristicas de los dominios de tiempo y frecuencia
(centroide espectral, raiz cuadratica media, tasa de cruce por cero, MFCC, etc.) para entrenar los
clasificadores de arboles de decisién, k vecinos mas cercanos (KNN) y maquinas de vectores de soporte
(SVM). De estos clasificadores, la SVM tuvo la maxima precision media del 93,37%, lo que indica su
competencia para manejar conjuntos de caracteristicas mixtas en tareas de clasificacion de instrumentos.

En el estudio de (Tu y Li, 2023), se utilizaron modelos de perceptrén multicapa (MLP) y maquina de vectores
de soporte (SVM) para la clasificacién de notas orquestales aisladas. Los resultados indicaron que la MLP
supero a la SVM, con una tasa de precision del 87%. En base a esta observacion, se puede afirmar que la
MLP ofrece un rendimiento éptimo al procesar muestras de audio aisladas.
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Ademas, (Su, 2023) realizé un analisis comparativo de seis modelos para la clasificacion de instrumentos,
incluyendo k vecinos mas cercanos (KNN), maquina de vectores de soporte (SVM), modelado de mezcla
gaussiana (GMM), redes neuronales artificiales (ANN), redes neuronales convolucionales (CNN) y redes
neuronales recurrentes (RNN). El modelo de aprendizaje profundo CNN alcanzé la maxima precision del
96,82%. Entre los modelos de aprendizaje automatico, Los algoritmos KNN, SVM y GMM alcanzaron
precisiones del 93, 34%, 73, 35% y 64,85 %, respectivamente. Ademas, SVM logré el mejor tiempo de calculo,
de 0,53 segundos. Estos resultados indican un desequilibrio entre la precision de la clasificacion y el tiempo
de procesamiento en los distintos tipos de modelos.

Ademas, (Bhagyalakshmi y Anandaraju, 2025), propusieron un modelo KNN que utiliza caracteristicas MFCC
optimizadas y ajustadas, y lo compararon con la SVM. Se observé que la SVM alcanzé una precision de
clasificacion de instrumentos del 90%, mientras que el método propuesto con KNN obtuvo una precision
superior, del 94%. Estos hallazgos demuestran la eficacia de utilizar caracteristicas MFCC junto con KNN
para lograr un alto rendimiento en la clasificacion.

(Ezirmik y Ciloglugil, 2026), propusieron un enfoque basado en multiples caracteristicas para la clasificacion
de instrumentos musicales mediante algoritmos de aprendizaje automatico. El mejor rendimiento en términos
de precision se obtuvo fue de 91% con Random Forest y 93% con XGBoost. Estos algoritmos de aprendizaje
automatico se adaptaron particularmente bien para distinguir diferencias acusticas en la musica.

Metodologia

La metodologia que se implemento es de caracter cuantitativo experimental, ya que se hara uso de datos
numeéricos y métricas para evaluar los resultados obtenidos.

Seleccion de Herramientas y Tecnologias

Uno de los primeros pasos a desarrollar en este trabajo, y como primera propuesta, se trabajé con la
herramienta Python que es un entorno de computaciéon numeérica y un lenguaje de programacion de alto nivel.
Es ampliamente utilizado en ingenieria, matematicas, ciencias de la computacion y otras disciplinas técnicas
y cientificas. Se utilizaron audios del conjunto de muestras de audio Sound Samples, desarrollado por
Philharmonia Orchestra (s. f.), el cual contiene grabaciones de alta calidad de diversos instrumentos
musicales en diferentes notas, dinamicas e interpretaciones.

Preprocesamiento de Datos

Como primera actividad del desarrollo técnico de la metodologia, se analizaron las sefiales disponibles en la
base de datos. A partir de esto, y dependiendo de la necesidad, podremos aplicar procesamientos de
adecuacion de la sefial como: filtrado, limpieza, normalizacion, etc.

Extraccion de Caracteristicas

En esta propuesta, una etapa importante es la extraccién de caracteristicas relevantes de las sefales de
audio, como espectrogramas, coeficientes cepstrales de frecuencia Mel (MFCC, por sus siglas en inglés, Mel-
Frequency Cepstral Coefficients). Los MFCC son caracteristicas ampliamente utilizadas en el procesamiento
de sefiales de audio y en aplicaciones de reconocimiento de voz. Estan inspiradas en la percepcién auditiva
humana y se derivan del andlisis cepstral de la sefial de audio. Los MFCC representan la amplitud del
espectro del sonido de manera compacta, esto los ha vuelto la técnica de extraccion de caracteristicas mas
usada en reconocimiento del sonido.

Seleccion y desarrollo del Modelo

(Shinde, 2018), plantea que el Machine Learning, o aprendizaje automatico es uno de los campos del mundo
de la informatica moderna. Se han realizado muchas investigaciones para hacer que las maquinas sean
inteligentes. El aprendizaje es un comportamiento humano natural que también se ha convertido en un
aspecto esencial de las maquinas. Es una disciplina de la inteligencia artificial que se centra en el desarrollo
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de algoritmos y modelos que permiten a las computadoras aprender a partir de datos y realizar tareas
especificas sin una programacion explicita. En lugar de ser programadas para llevar a cabo una tarea
particular de manera especifica, las maquinas aprenden de forma auténoma a través de la experiencia.

(Lezama Guitierrez et al., 2019) mencionan que una de las figuras mas destacadas en el desarrollo temprano
de los perceptrones multicapa fueron Marvin Minsky, junto con Seymour Papert. En su libro "Perceptrones”,
publicado en 1969, Minsky y Papert investigaron las limitaciones de los perceptrones de una sola capa y
sefialaron la necesidad de arquitecturas mas complejas para abordar problemas mas complejos de
aprendizaje.

La propuesta para el modelo de clasificacion inicia con la seleccién de la aproximacion a utilizar. Se introducira
la viabilidad de utilizar las herramientas de Machine Learning como el MLP.La arquitectura de la red esta
formada de 13 neuronas en la capa de entrada correspondientes a los 13 (MFCC) principales de cada archivo
de audio, después cuenta con dos capas ocultas de 64 y 32 neuronas, implementando una funcién de
activacion RelLU y una capa de salida correspondiente a las 20 clases de instrumentos musicales. La capa
de salida utiliza una funcion Softmax para convertir las salidas en probabilidades, con tantas neuronas como
clases a predecir (por ejemplo, guitarra, bajo y bateria).

Métricas de Evaluacion

El modelo se evalud utilizando métricas estdndar como la exactitud, precision, recall y F1-score. La exactitud
mide el porcentaje total de predicciones correctas, proporcionando una visién general del rendimiento del
modelo. La precisién indica qué proporcion de las predicciones positivas son correctas, mientras que el recall
mide cuantos de los casos positivos reales fueron correctamente identificados. El F1-score, es la media
armonica entre precision y recall, las formulas de estas métricas se presentan a continuacion:

Numero de predicciones correctas

E. titud = 1
xactit Numero total de predicciones @
L Verdaderos positivos
Precision = - — )
Verdaderos positivos + Falsos positivos
Verdaderos positivos
Recall = 3

Verdaderos positivos + Falsos negativos’

Fl=2x Precision x Recall 4
- Precision + Recall’ )

Resultados

A continuacién, se muestran los resultados obtenidos al realizar las pruebas con el concentrado de audios de
cada instrumento musical: acordedn, guitarra acustica, bajo, violonchelo, clarinete, contrabajo, flauta, guitarra,
arpa, oboe, 6rgano, piano, saxofén, trompeta, trombén, tuba, viola, violin, xilé6fono, percusion, los cuales
fueron procesados para extraer sus 13 Coeficientes Cepstrales de Frecuencia Mel (MFCC por sus siglas en
inglés, Mel Frequency Cepstral Coefficients) principales para realizar la posterior clasificacion por medio del
algoritmo de Perceptréon Multicapa (MLP por sus siglas en inglés, Multilayer Perceptron). Del total de la data
set: 13,681 archivos de audio, se utilizd el conjunto de entrenamiento (80%), aproximadamente de 10,944
archivos, ademas el conjunto de prueba (20%), consta de 2,737 archivos.
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Tabla 1. Métricas de evaluacion de resultados.

Métrica Resultado
Exactitud (Accuracy) 94.51 %
Precisién (Precision) 94.61 %
Sensibilidad (Recall) 94.51 %
F1-Score (Weighted) 94.44 %

La exactitud del modelo clasificé correctamente el 94.51% de los datos de prueba de las tres clases. Por lo
cual la precisidon nos muestra que, de todas las predicciones positivas hechas por el modelo el 94.61% fueron
correctas. El recall identificé correctamente el 94.51% de todos los datos que en realidad pertenecian a las
clases correctas. El F1-score es del 94.44%. Esta métrica es una combinacién de la precision y el recall,
proporcionando un equilibrio entre ambas métricas. El promedio macro y promedio ponderado nos muestra
un resultado similar en las tres diferentes métricas del 94% que utilizamos, finalmente se implementé el uso
de la validacion cruzada en 5 pruebas promediando los resultados las métricas para dicho numero de
pruebas, podemos visualizar dichos resultados en la siguiente tabla que tiene el nombre de Tabla 1. Métricas
de evaluacion de resultados.

Tabla 2. Comparacion con trabajos previos.

Estudio Método(s) Caracteristicas Exactitud
(Toghiani-Rizi y Windmark, | RNA Caracteristicas del dominio de la 93.5%
2017) frecuencia
(Uruthiran y Ranathunga, SVM, KNN Caracteristicas del dominio del tiempo 93.37 %
2019) y de la frecuencia
(Su, 2023) Diversas Diversas caracteristicas 93.34 %

caracteristicas
(Tu y Li, 2023) MLP, SVM Notas orquestales aisladas 87 %
(Bhagyalakshmi y KNN, SVM MFCC, RMS, ZCR, centroide 94 %,
Anandaraju, 2025) espectral 90 %
(Ezirmik y Ciloglugil, 2026) | Bosque aleatorio, Caracteristicas de MFCC 93 %
XGBoost
Este trabajo MLP Caracteristicas de MFCC 94.51 %

Conclusiones

Se llevo a cabo la clasificacion de 13,681 archivos de audio correspondientes a 20 clases de instrumentos
musicales, mediante la extraccidon de caracteristicas de los 13 principales (MFCC) y el uso del Perceptron
Multicapa (MLP). Después de aplicar las métricas de evaluacion a los resultados obtenidos muestran un
desempefio sobresaliente en la tarea de clasificacion de instrumentos musicales, alcanzando una exactitud
superior al 94.51 %. La similitud entre los valores de Accuracy, Recall y F1-Score indica un comportamiento
equilibrado del clasificador y una adecuada capacidad de generalizacion sobre datos no observados durante
el entrenamiento, podemos notar una mejora significativa del modelo propuesto en comparacion con trabajos
previos.

Algunos aspectos para mejorar son la implementacion de otras técnicas de Aprendizaje Automatico y probar
ajustar la arquitectura para el perceptron para clase que tuvieron un bajo desempefio al momento de llevar a
cabo el experimento esto podria llevar a un mejorar el resultado.
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