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Resumen

La deteccion temprana de calcificaciones y microcalcificaciones en mamografias ofrece la posibilidad de
detectar cancer de seno a tiempo. Cuando este tipo de cancer es detectado a edad temprana existen muchas
probabilidades de eliminarlo. El aumento del poder de computo digital y los algoritmos de inteligencia artificial
basados en aprendizaje de maquina y en aprendizaje profundo permiten proponer herramientas de apoyo en
el diagndstico a través del procesamiento de imagenes digitales. En este articulo se desarrolla un médulo
para el calculo de 7 caracteristicas de textura en mamografias digitales las cuales se almacenan en archivos
de texto. Una vez calculadas las caracteristicas, se utilizan para entrenar dos diferentes clasificadores,
primero una técnica basada en arboles de decision y la segunda una red neuronal artificial. Las mamografias
son recuperadas de una base de datos proporcionada en internet. Las categorias de clasificacion
seleccionadas son 4 de acuerdo con la escala BIRADS. Los resultados nos permiten proporcionar un apoyo
en el diagnéstico de estas imagenes médicas.
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Introduccion

El cancer de mama es el principal cancer que afecta a las mujeres tanto en paises desarrollados como en
desarrollo. La deteccién temprana del cancer de seno aumenta las opciones de tratamiento y la expectativa
de supervivencia [1]. El diagnéstico de este tipo de cancer requiere de un alto grado de precision y experiencia
por parte del radidlogo para detectar o visualizar microcalcificaciones en las mamografias. La deteccion de
microcalcificaciones en mamografias es muy susceptible a errores porque, a pesar de ser regiones blancas
brillantes en las imagenes digitales, son dificiles de ver mediante inspeccion visual porque una mamografia
es una imagen en escala de grises del seno. Como resultado, es posible que, los radidlogos indiquen una
mala interpretacion de la lesion conduciendo a un mayor nimero de casos falsos positivos. Otro aspecto es
la precision con la que el radiélogo considera la importancia médica de las regiones de microcalcificacion
porque a veces los tamarios de estas regiones pueden malinterpretarse en las mamografias [2].

Las estadisticas de cancer de mama informan que casi 2 millones de casos nuevos fueron diagnosticados en
2018, lo que representa aproximadamente el 12% de todos los casos nuevos de cancer y el 25.3% de todos
los canceres en mujeres [3]. La deteccidén temprana para mejorar el resultado y la supervivencia del cancer
de mama sigue siendo un tema abierto.

Una imagen médica debe incluir toda la informacion necesaria del paciente, para que el especialista la pueda
interpretar. En la década de los 80’s este problema fue planteado por el ACR (American College of Radiology,
por sus siglas en inglés) y el NEMA (National Electrical Manufacturers Association, por sus siglas en inglés),
por lo cual se conformé un comité cuya mision era desarrollar un estandar para satisfacer las necesidades
de comunicacion en imagenes médicas. Como resultado, en 1993 se propone la version 3.0 del estandar
DICOM (Digital Imaging and Communications in Medicine, por sus siglas en inglés) que ha sido el primer
estandar instaurado en informatica médica y que, actualmente tiene el soporte de la mayoria de los
fabricantes de equipos médicos [4]. DICOM es un estandar aplicable a una gran variedad de sistemas
médicos que permite producir, almacenar, visualizar, procesar, enviar, recuperar, buscar e imprimir imagenes
médicas y documentos estructurados derivados, asi como el manejo de volumen de trabajo. DICOM
especificamente describe [5]: i) el contenido de la informacion, incluyendo la estructura y codificacion; ii)
servicios DICOM para la administracion de la informacion; y iii) protocolo de mensajeria.
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Una mamografia es una radiografia proyectiva del seno y otros tejidos blandos (exposicion de un objeto a
radiaciones electromagnéticas de baja energia), almacenada en formato DICOM. Su uso fundamental es en
el diagndstico del cancer de mama, aunque puede tener otros usos, tales como la localizacidon de tejidos
sospechosos antes de realizar una biopsia. El radidlogo utiliza este método para localizar alteraciones
morfolégicas e infiere la presencia o ausencia de anomalias, principalmente pequefias calcificaciones [6]. Las
calcificaciones mamarias son pequefias manchas de sales de calcio en el tejido mamario que aparecen como
brillantes pero pequefias zonas blancas en la mamografia. Hay dos tipos diferentes de calcificaciones,
microcalcificaciones y macro calcificaciones [7]. Las macro calcificaciones son grandes y gruesas, en su
mayoria benignas y asociadas con la edad. Las microcalcificaciones pueden ser signos tempranos de cancer
de seno, con o sin una masa visible. Esta masa puede ser un tumor benigno, un quiste o un cancer. Las
microcalcificaciones son puntos brillantes cuyo tamafio oscila entre 0.1 mm y 1 mm [8] y por lo general, no
son faciles de ver. Ademas, solo ciertas microcalcificaciones sospechosas (<0.5 mm) son alarmantes, como
se verifica en un estudio comparativo entre las mediciones del tamafio del cancer y los resultados de la
patologia [9].

Con el aumento del poder de procesamiento en computo, se han desarrollado varios métodos para ayudar al
radidlogo en la deteccion de calcificaciones usando sistemas de ayuda computarizada (CAD). Los sistemas
CAD han tenido importantes avances en tecnologia para detectar la segmentacion y clasificar los grupos de
microcalcificacion en mamografias digitales. Han sido utilizado clinicamente durante mas de dos décadas
como "segundo lector" en el diagndstico realizado por los radiélogos [9, 12]. El uso de sistemas CAD es
popular debido a la deteccion de alta sensibilidad con un promedio de hasta 90% [13]. Por otro lado, las
imagenes obtenidas durante la adquisicion de una mamografia son de bajo contraste, lo que hace que el
procesamiento sea una tarea dificil.

Asi, la metodologia propuesta en este trabajo se probara en imagenes tomadas de la base de datos CBIS-
DDSM (Curated Breast Imaging Subset of Digital Database for Screening Mammography), en las cuales ya
estan etiquetados varios niveles en diferentes tipos de mamografias. Esta base es mas completa en el sentido
de que, las imagenes cuentan con zonas segmentadas que indican las diferentes regiones en la mamografia.
Lo anterior permitirda comparar nuestros resultados con esta base de referencia. Ademas, el desarrollo de
esta metodologia permitira realizar la clasificacion propuesta usando el estandar BIRADS (Breast Imaging
Reporting and Data System). BIRADS es una herramienta de referencia en el tema de analisis de
mamografias digitales, lo que nos permite verificar los resultados que obtendremos.

Metodologia

En este proyecto es importante reconocer todas las etapas, ya que no solamente son datos en un clasificador,
si no que se ha hecho un analisis y procesado de imagenes médicas para extraer diferentes tipos de
caracteristicas y con estos datos son los que se entrenan diferentes tipos de clasificadores, tales como
arboles de decision y redes neuronales.

Extraccion de
Lectura de directorio de caracteristicas
la imagen (ROI y full * Binarizacién de imagen
image) « Recorte full image a ROI
* Extraccion de caracteristicas

Filtrar datos utiles

Lectura de datos (.CSV) (casos MLO y CC)

Entrenar modelos Acomodo de datos para Creacion de archivo CSV
Evaluacion de modelos (Arbol de decisién y red procesar en un con las caracteristicas
neuronal) clasificador calculadas

Figura 1. Diagrama general de la metodologia.
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Escala BIRADS

Las BIRADS (Breasting Imaging Reporting and Data System) son el sistema de informes que se usa para
describir de manera estandarizada los resultados de las mamografias, ecografia mamarias o imagenes por
resonancia magnética de las mamas. Clasifica los resultados de prueba de 1 a 7 categorias que van desde
normal o benigno (no canceroso) hasta altamente sospechoso (cancer).

Tabla 1. Escala de BIRADS

Categoria Descripcion

0 Estudio no concluyente, requiere de mayores

estudios para una interpretaciéon adecuada.

1 Estudio negativo o normal
2 Patologia benigna
3 Probablemente benigno
4 Sospechoso de malignidad
4A: Bajo
4B: Medio
4C: Alto
5 Muy sospechoso de malignidad
6 Malignidad comprobada

Proyecciones estandares

En este tipo de imagenes existen dos tipos de vistas:

Craneocaudales (CC): Es una vista de arriba abajo, se obtiene ejerciendo la compresion desde la parte
superior de la mama que se apoya en la superficie del detector. El eje del pezon es perpendicular al borde
del detector.

Medio Lateral Oblicua (MLO): Permite una vista desde la region axilar hasta el pliegue infra-Mario, es oblicuo
y paralelo a las fibras del pectoral mayor, es una vista lateral.

Las BIRADS son un punto clave para esta investigacion, ya que dentro del datasheet con el que contamos
nos muestra en que case se encuentra, es con este campo con el que haremos uso de algoritmos de |A para
detectar en qué tipo de BIRADs se encuentra.

Los hallazgos mas comunes observados en la mamografia son masas, calcificaciones, arquitecténicas
distorsiones del tejido mamario y asimetrias al comparar los dos pechos y las dos vistas. En este proceso
utilizaremos solamente los casos con calcificaciones, de las cuales sacaremos ciertas caracteristicas con
base en su textura.

Region de Interés (ROI)

En la base de datos se tienen ciertas regiones ya marcadas y estudiadas como regiones de interés o ROI.
Las anomalias en la base de datos se proporcionaron para indicar una posiciéon general de las lesiones, pero
no una precisa segmentacién para ellos. Por lo tanto, es por esto por lo que vamos a realizar la extraccion de
ciertas caracteristicas de estas ROI proporcionadas. La CBIS-DDSM es una base de datos de 2620 estudios
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de mamografia con pelicula escaneada. Contiene normales, benignos y casos malignos con informacion
patoldgica verificada. La escala de la base de datos junto con la verdad basica.

Analisis de imagenes

Las imagenes son dadas en un formato DICOM (Digital Imaging and Communications in Medicine), este tipo
de formato suele ser el utilizado para imagenes médicas. Una imagen médica por si misma no aporta
suficiente informacion. Para que sea correctamente interpretada es necesario que vaya acompafiada de datos
del paciente y de la adquisicion. Por eso formatos tradicionales como él .jpeg o el .png no son suficientes.

La programacién que utilizamos para este proceso es en el lenguaje de programacién Python, ya que hay
bastante informacion al respecto y es uno de los lenguajes mas utilizados hoy en dia para la manipulacién de
datos. Para poder procesar, leer y manipular las imagenes necesitamos de una biblioteca especial, debido a
que el lenguaje Python por si solo no es capaz de hacerlo, la biblioteca que utilizamos se llama “pydicom”
[16], la cual proporciona una interfaz facil para leer y escribir una amplia gama de datos de imagenes, incluidas
imagenes animadas, datos volumétricos y formatos cientificos (esto nos interesa bastante para llevar a cabo
el analisis). Esta biblioteca se ejecuta facilmente en Python en versiones 3.5 o superiores, su instalacion es
muy sencilla [14].

Otra de las bibliotecas utilizadas es OpenCV, la cual es una biblioteca libre que provee una infraestructura
para aplicaciones de vision artificial, contiene una amplia gama de caracteristicas y funciones que nos permite
facilitar el calculo y andlisis de imagenes, lo que la hace ideal para este proyecto [15].

Caracteristicas de textura

La segmentacion de imagenes tiene su origen en numerosos estudios psicoldgicos que indican la tendencia
de los humanos por agrupar visualmente regiones en términos de proximidad, similitud y continuidad, con el
fin de construir un conjunto de unidades significativas. Es un problema abierto en el area de Vision Artificial y
de gran interés para la interpretacién de imagenes médicas [17]. La segmentacién corresponde a pixeles,
regiones o contornos que muestran o disciernen una similitud en cuanto a intensidad, color, tono de gris,
textura, movimiento, entre otras. El nivel de subdivision depende del problema a resolver [19].

La caracterizacion de cada una de las ROI significa extraer de estas zonas un conjunto de caracteristicas, en
otras palabras, es crear un vector que matematicamente represente la regién. Las caracteristicas que
procesamos son 6: Area, Perimetro, Densidad, Compacidad, Contraste y Uniformidad, cuya descripcion
aparece a continuacion.

area: El area de una region A, se define como la cantidad de pixeles contenidos en ella.

perimetro: es el subproceso que, a partir de la imagen binaria, se calcula la longitud de su contorno. El
célculo del perimetro de una region consiste en el recuento de los pixeles que constituyen el borde de la
region en cuestion. Se determina sumando los pixeles del contorno y multiplicando por un factor. Los puntos

. . . . . he 42 __f
horizontales y verticales tienen un factor de 1, mientras los diagonales sus factores son de V1" +1" =+/2 |o

cual correspondiente a la longitud de la diagonal del pixel. De esta forma el perimetro se obtiene por medio
de la férmula:

p=Yv+Yh+3¥d V2 ec. 1
Donde:
v = cantidad de pixeles verticales
h = cantidad de pixeles horizontales

d = cantidad de pixeles diagonales
Densidad: El area y el perimetro son usados en conjunto para formar una nueva caracteristica que es la
densidad. La densidad de una region esta definida por:

, p2
Densidad = - ec. 2
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Compactibilidad o compacidad: Se define como una relacion normalizada entre el cuadrado del perimetro
y el &rea de la RI.
2

Compacidad = i ec. 3
4TTA

Entropia: A continuacion, se presenta un elemento estructurante

donde se muestra un pixel del contorno por el cuadrado negro. El valor relacionado del gradiente sera
orientado en la direccién del maximo cambio, entre los ocho vecinos. La entropia para la direccion del
gradiente del contorno es obtenida construyendo el histograma de la direccion del gradiente para todos los
pixeles en el perimetro de la region de interés.

Entropia = — Y-y, P log P¢ ec. 4

En donde P, es la probabilidad de la direccién del gradiente que esta orientado en la direccioén k, la cual se
representa en el elemento estructurante de ocho vecinos por uno de los siguientes angulos: 00, 450,90°,
135°, 180°, 225°, 270° y 315°. La medicion de la entropia E, lleva informacion sobre la irregularidad del
contorno de la region de interés.

Contraste: se define al contraste como una medida de la diferencia de intensidad entre un pixel y su vecino,
en la regién de interés, se calcula empleando la ecuacion.

Contraste = Y5, ¥, (i — j)*P; °c-9

El rango de valores va de 0 a (k — 1)2, con k igual al valor maximo que puede tomar el tono de gris en la
region, iy j son el renglén y la columnade la matriz de co-ocurrencia respectivamente, P;; corresponde al valor
en esa posicion.

Correlacion: Se define la correlacion como el valor de semejanza entre el pixel y su vecino en la regién de
interés, el rango de valores va de 1 a -1que corresponde a una correlacion totalmente positiva o negativa
respectivamente [MathWorks2014]. Esta se determina con la ecuacion:

K yK Gmm)G=mo)
i=14j=1 0,0¢

Correlacion = cono.yo, # 0 ec. 6

donde kK, i, y P;; se definieron en el parrafo anterior: m,., m., o, y o, son la media y la desviacion estandar del
renglén y la columna en la matriz de co-ocurrencia.

Uniformidad: La uniformidad de la textura se estima como la medida estadistica de la energia, ecuacion. Se
infiere que una distribucion en los niveles de gris constante o periddica genera una energia de textura maxima.

Uniformidad = lezle(Py)z ec.7
Preparacion de los datos

Se realizé un andlisis de la base de datos proporcionada, tanto imagenes como los archivos .csv y formato
DICOM para las imagenes.

Las imagenes estan distribuidas en diferentes carpetas organizadas de la siguiente forma:
e Calcificaciones y masas
e Imagenes de testeo y de entrenamiento
e Numero de paciente
e Por lado: izquierda y derecha
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e Porincidencia: Craneo Caudal (CC) y Medio Lateral Oblicuo (MLO)
e Tipo de imagen: Imagen completa y ROI

Formato:
Calc/Mas_Test/Train_Paciente_LEFT/RIGHT_CC/MLO_ (el numero indica ROI)

Podemos ver en la Figura 2 como se organizan.
Calc-Test_P.00038_LEFT_CC
Calc-Test_P 00038 LEFT_CC 1
Calc-Test_P.00038_LEFT_MLO
Calc-Test_P.00038_LEFT_MLO 1
Calc-Test_P.00038_RIGHT_CC

Calc-Test_P.00038_RIGHT_CC._1

Figura 2. Organizacion de imdgenes por carpetas.

Las imagenes con las que se trabajaran contienen la informacién de Calcificaciones, datos de entrenamiento,
paciente, Craneo Caudales (CC), ambos lados (izquierda y derecha), imagen completa y ROI. Un ejemplo se
muestra en la Figura 3.

Calc-Training_P 00005_RIGHT_CC

Calc-Training_P.00005_RIGHT_CC 1

Figura 3. Ejemplo de organizacién de imdgenes.
Organizacion de datos

Para la organizacion de los datos, se analizaron los casos utiles para su procesamiento, en este caso se tenia
que tomar en cuenta los pacientes que tengan diferentes vistas de imagenes, deben tener en formato CC y
Medio Lateral Oblicuo (MLO), en caso de no cumplir con alguna de las dos vistas, el paciente queda
descartado. Para ello se realiz6 un codigo en Python para filtrar y encontrar los datos en el datasheet.

Una vez realizado el acomodo de los datos, se procede a la extraccion de las caracteristicas mencionadas
anteriormente por medio de algoritmos realizados en Python. Al momento de realizar este andlisis algunos
casos se descartaron, debido a que presentaron errores. Quedando 1448 casos ya procesados.

Es importante mencionar que en la base de datos sélo se tienen los casos de BIRADS 0,2,3,4 y 5, excluyendo
los casos 1y 6, debido a que 1 indica que no existe dafio o afectacion alguna y 6 en el cual el paciente ya
estd muy avanzado, el objetivo es analizarlo en BIRADS intermedias.

Para los datos de entrenamiento se separaron los datos de dos formas:

Las caracteristicas que indican el caso y para cada una lleva el resultado, en este caso es —‘assessment”

Perimetro  Densidad Compacidad Contraste Uniformidad
2151.64 16.3808 1.30355 4.65083e+14 4.02746e+14

2043.53 17.5674 1.39797 3.35657e+14 3.76162e+14

2100.11 16.9871 1.35179 5.81132e+14 4.29501e+14

Figura 4. Separacién y organizacion de los datos de entrenamiento.

Clasificador por arboles de decision

Un éarbol de decisién permite evaluar mediante algoritmos estadisticos o técnicas de aprendizaje maquina
que nos permiten la construccion de modelos predictivos para el andlisis de datos y realizar una clasificacion
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dependiendo de ciertas caracteristicas que se tengan al momento de la evaluacion de nuestros datos. Este
modelo lo utilizamos para predecir y clasificar que tipo de BIRADS tenemos.

Inicialmente se analizaron todos los datos, pero los resultados no fueron lo mas favorables, debido a que la
cantidad de casos es muy dispersa, mientras en algunos casos tenemos menos de 80 datos, en otras
secciones tenemos arriba de 500.

Resultados

El arbol de decision creado es demasiado grande y no se puede apreciar muy bien en el documento. La
Figura 5 muestra una parte del arbol disefiado.

Figura 5. Arbol de decisién: Clasificacién de BIRADS.

La matriz de confusidon que muestra el desempefio por categoria, se muestra en la Figura 6.

Confusion Matrix

Tue Class
2
°
IS

Predicted Class

Figura 6. Matriz de confusion de datos analizados.

Como se puede apreciar, hay un margen de error demasiado grande, donde solo las BIRADS de caso 2y 4
presentaron mejores resultados, esto debido a que tienen mas de 400 datos para analizar. La tabla 2 muestra
los datos por tipo de BIRADS.
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Tabla 2. Datos por tipo de BIRADS

BI-RAD Cantidad de casos
0 53

2 476

3 86

4 678

5 145

Hay mucha diferencia de datos, lo cual indica que habra un margen de error muy grande. Los porcentajes de
precisién se muestran en las tablas 3 y 4.

Tabla 3. Porcentaje de precision (decimal) Tabla 4. Porcentaje de precision (%)
BI-RAD Precisién analizada BI-RAD Precisién analizada %
0 0.2608695652173913 0 26.08%
2 0.63559322033898386 2 63.56%
3 0.15 3 15%
4 0.6625766871165644 4 66.26%
5 0.47368421052631576 5 47.368%

Son valores muy bajos en los casos que tenemos muy pocos datos y tenemos mayor precision en los casos
que tenemos mas datos. Para solucionar este problema dividiremos los datos en dos clasificadores distintos.
Separamos los datos en las categorias 0,3 y 5 y otra con las categorias 2 y 4.

Tabla 4. Datos de categoria 0,3 y 5. Tabla 5. Datos de categoria 2 y 4.
BIRADS Cantidad de casos BIRADS Cantidad de casos
0 63 2 476
3 86 4 678
5 145

Los resultados son muy diferentes y mas precisos analizandolos de esta manera, debido a que es un poco
mas similar la distribucion de los datos.

Las matrices de confusion correspondientes son:
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Confusion Matrix

Confusion Matrix

CR 12 2 7
é - 2 4 E
H
N 2 B
I; i 2 Predicted Class
Predicted Class
Figura 9. Matriz de confusion casos 0,3 y 5. Figura 10. Matriz de confusion casos 2 y 4.
- - - = =
------ B = - = s - e = ES o g - v_ - - ——
. - - - . . - R e mm e -
- = m = - == .-
= - [ -
. N = - -
Figura 7. Arbol de decisién - Casos 2 y 4. Figura 8. Arbol de decision - Casos 0,3 y 5.

Como podemos observar, tenemos un mayor numero de aciertos, solo que al tener muy pocos datos en las
clases 0,3 y 5, vemos que no es tan preciso como en el caso de 2 y 4, en el cual hay muy poco margen de
error. Tenemos una precision de:

Tabla 6. Precision obtenida nuevo modelo.

BIRADS Precision analizada BIRADS Precision analizada (%)
0 0.5714285714285714 0 57.14%
2 0.773109243697479 2 77.31%
3 0.6842105263157895 3 68.42%
4 0.811764705882352 4 81.17%
5 0.6876470588235294 5 68.76%

Como vemos, la precision aumentd considerablemente, en donde tenemos mas datos tenemos una mayor
precision, en el caso “0” que solo tenemos 63 datos, es donde tenemos un porcentaje de precision menor y
esto es debido a la falta de estos en comparacion a los otros en donde hay mayor precisién de acuerdo con
la cantidad que tenemos.

Clasificador por Redes Neuronales
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Al igual que todos los métodos de machine learning, las redes neuronales son utilizadas para generar
predicciones, analisis de texto, voz, imagenes, entre otras cosas. Siempre que tenemos suficientes datos.
Existen muchas formas de realizar redes neuronales, para esta investigacion se utilizé la biblioteca de
TensorFlow, la cual es una biblioteca de software de codigo abierto para la computacién numérica, ideal para
el andlisis que estamos realizando, ya que contiene todas las herramientas necesarias para cumplir con
nuestro objetivo de clasificacién. Se crearon dos tipos de redes neuronales artificiales, esto debido a que no
se tuvieron los resultados esperados y se adecud al mejor resultado. Se crearon varios modelos, en los cuales
el mas eficiente obtenido es en el que se tienen los 6 tipos de caracteristicas como datos de entrada (area,
perimetro, densidad, compacidad, contraste y uniformidad), después con 5 capas ocultas y finalmente con 5
salidas, las cuales son los 5 tipos de BIRADS que tenemos (0,2,3,4 y 5). Este seria el modelo ideal para
poder clasificar todos los tipos de BIRADS que tenemos en nuestra base. Desafortunadamente existen muy
pocos datos en algunas categorias, lo cual complica los resultados de la clasificacion teniendo sélo 63 casos
para entrenamiento en la categoria 0 y 83 casos en la categoria 3, mientras que en los casos 2 se tienen 476
datos, en el caso 4 se tienen 678 datos y en el caso 5 se tienen 145 datos. Se tenia precision del 80% al
entrenar los datos, pero al momento de realizar pruebas, se confundia bastante, en especial en los casos 0
y 3. Para solucionar este problema se decidié quitar las categorias 0 y 3 debido a que existian algunas
complicaciones al momento de clasificar los datos, incluso en ocasiones dando muy pocos resultados
positivos en estas categorias.

SESE0

nput Layer € R® Hidden Layer € R® Output Layer € R®

Figura 11. Modelo de red neuronal con casos 0,2,3,4 y 5.

Debido a que no se cuentan con suficientes datos en algunos se dejaron sélo los casos 2,4 y 5. Para balancear
los datos se usaron 200 datos en las categorias 2 y 4, mientras que en la categoria 5 se dejaron todos los
145 datos. La estructura de la red neuronal es la siguiente, con 6 neuronas de entrada nuevamente con las
caracteristicas ya mencionadas, 5 capas ocultas y con 3 posibles salidas, las cuales son las BIRADS que se
han elegido para el analisis (casos 2,4 y 5).
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Figura 12. Modelo de red neuronal casos 2,4 y 5.

Con este modelo se tiene una precision de entrenamiento de 76% vy al realizar pruebas se tienen mejores
resultados que con el modelo anterior. Aunque los resultados al testear los resultados no son los mismos que
con los datos de entrenamiento, teniendo los siguientes resultados:

Tabla 7. Resultados de red neuronal

BIRAD Precision Precision %
2 0.7746478873239436 77.46%

4 0.46551724137931033 46.55%

5 0.475 47.5%

Tenemos una precision global de 54.38%. Estos resultados no son muy favorables, debido a que se tienen
muy pocos datos y para hacer uso de redes neuronales se requiere una gran cantidad de datos y 145 no son
lo suficiente para tener un entrenamiento 6ptimo. De los modelos utilizados, encontramos para esta
investigacion que el algoritmo de arboles de decision es el mas optimo para la deteccion de BIRADS en este
analisis, debido a que tuvo menos cantidad de errores clasificando los casos con pocas cantidades de datos,
en comparacion de la red neuronal, teniendo una eficiencia del 62.48%, mientras que la red neuronal con una
eficiencia de 54.38%.

Conclusiones

El cdncer de mama es un tema delicado y preocupante, por el cual es importante hacer uso de herramienta
mas complejas para complementar el estudio y analisis de esta enfermedad. Es por ello que se decidié hacer
este anadlisis, el cual ha sido extenso. Las herramientas tecnolégicas con las que contamos hoy en dia son
de gran apoyo para realizar actividades de una forma mas precisa y apoyarnos de ella para tener un
diagndstico mas preciso.

En este proyecto se han procesado imagenes por medio de algoritmos complejos para la extraccion de
caracteristicas basadas en textura, en este caso utilizando métodos de visiéon por computadora procesando
imagenes y de técnicas de aprendizaje profundo para la clasificacion de los datos. Se observé la importancia
de la cantidad de los datos al momento de realizar clasificaciones, debido a que esto nos permite saber qué
tipo de clasificador utilizar, en este caso, al tener muy pocos datos de entrenamiento. En los casos 0 y 3
tenemos muy pocos, siendo menos de 100 datos (63 para el caso 0 y 86 para el caso 3), los cuales al
momento de realizar operaciones o intentar hacer predicciones tenemos muchas dificultades para predecir
qué tipo de caso es. Por ello, se obtienen multiples errores identificandolos como casos que son erréneos y
no corresponden al resultado real, mientras que en los casos con mayor numero de datos tenemos un mayor
rendimiento. Sin embargo, de igual forma los datos no son suficientes, a pesar de tener mejores resultados a
comparacion de los casos 0 y 3, no son suficientes para trabajar o tener una predicciéon segura, para ello se
necesitan procesar mas datos para obtener un mejor prondstico y averiguar si es eficiente o no.Vemos que
si se tienen pocos datos tenemos un poco més de precision utilizando métodos como algoritmos con arboles
de decision, con un resultado ligeramente superior en comparacion a las redes neuronales. Se espera poder
utilizar este algoritmo con una mayor cantidad de datos en un futuro y de esta forma obtener mejores
resultados en el analisis e incluso hacer uso de otros clasificadores de machine learning. Como perspectica
esperamos agregar mas mamografias de ejemplo para que la red neuronal pueda extraer mas informacion
de las clases y generar un modelo con desempefio mas alto.
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